Métodos Computacionais de Aprendizado de Máquina Aplicados na Área da Neurologia 
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Resumo - O objetivo deste artigo é investigar métodos computacionais de aprendizado de máquina baseados em redes neurais artificiais e lógica difusa, implementados através de neurônios difusos propostos por Kwan-Cai, Hirota-Pedrycz e Nauck-Kruse. Para comprovar a validade da proposta, um sistema neuro-difuso (SND) é proposto para auxiliar no diagnóstico de eventos epilépticos (EE) e eventos não epilépticos (ENE). O SND contém conhecimento médico representado na forma de regras difusas e baseado no perceptron multicamadas (MLP). O sistema contém quatorze unidades de entrada, representando os sintomas apresentados pelos pacientes (valores quantitativos), correspondendo a um EE ou um ENE. O estudo foi composto por 244 pacientes com maior freqüência no sexo feminino. Simulações demonstraram que alguns métodos computacionais investigados podem fornecem altas taxas de classificações em comparação com outros modelos de classificação neuro-fuzzy.
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Abstract - The goal of this article is to investigate computational methods of learning machine based on artificial neural networks and fuzzy logic, implemented throught of fuzzy neurons proposed by Kwan-Cai, Hirota-Pedrycz and Nauck-Kruse. In order to assess the validity of the proposal, a neural-fuzzy system (FNS) is proposed to support on diagnostic of epileptic events (EE) and non-epileptic events (NEE). The FNS contains medical knowledge represented in the form of fuzzy rules and based on the perceptron multilayer (MLP). The system contains  fourteen input units,  which means, quantity of presented symptoms by the patient (quantitative values) corresponding  an EE or NEE. The study was composed by 244 patients with a bigger frequency of the feminine sex. Simulations demonstrate that some computational methods investigate can provide high classification rate in comparison with other neuro-fuzzy classification models. 
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Introdução

A proposta desta pesquisa é investigar métodos computacionais de aprendizado de máquina, por meio de diferentes operações aritméticas difusas e diferentes neurônios difusos. Pretende-se avaliar e validar o desempenho de diferentes algoritmos de aprendizado para sistemas neuro-difusos (SNDs), na tentativa de obter melhores percentuais de acertos envolvendo a classificação de eventos epilépticos (EEs) e eventos não epilépticos (ENEs).

Na literatura, são encontradas diversas arquiteturas híbridas aplicadas no desenvolvimento de SNDs, porém, a maioria dos algoritmos de aprendizado utiliza as operações aritméticas difusas padrões max/min, além da operação aritmética difusa produto algébrico [1, 2, 3, 4, 5, 6, 7, 8]. 

Neste sentido, está sendo proposta, nesta pesquisa, a investigação de algoritmos de aprendizado que utilizam diferentes operações aritméticas difusas.

Os autores Pedrycz e Rocha justificam que a seleção adequada de diferentes operações aritméticas difusas pode refletir na redução da complexidade computacional e na otimização da representação do conhecimento pelos neurônios difusos [5].

Portanto, a investigação de diferentes operações aritméticas difusas, juntamente com a exploração de diferentes tipos de neurônios difusos, indica uma possibilidade de se obter melhores resultados de classificação de padrões, o que poderá resultar numa maior taxa de acertos do sistema.

Metodologia

Na formalização da proposta, foram implementados dois SNDs: utilizando o algoritmo NEFCLASS (NEuro Fuzzy CLASSIfication), proposta por Nauck-Kruse [9, 10], e um sistema de inferência difuso Mamdani baseado no modelo perceptron multicamada (MLP), através do algoritmo de retropropagação modificado [6].

A partir da abordagem prospectiva, foram analisados duzentos e quarenta e quatro pacientes que apresentavam EEs e ENEs. Do total de casos selecionados, 105 apresentaram EEs e 139 ENEs. Dos 244 casos analisados, 122 foram escolhidos aleatoriamente para a composição da base de treinamento, ou seja, 52 pacientes com EEs e 70 pacientes com ENEs. Os demais casos foram utilizados na implementação da base de testes, totalizando 53 pacientes com EEs e 69 pacientes com ENEs. 
A rede é treinada, a partir de uma base de regras inicial, contendo cento e quarenta e nove regras difusas, implementadas em conjunto com o médico que acompanha o desenvolvimento da pesquisa
.

As entradas da rede contêm valores quantitativos. O tipo de amostra foi aleatória, por seleção de conveniência. Ambas as bases de treinamento e de teste contêm 122 registros. O processo de treinamento do SND é interrompido quando o sistema alcança o menor erro médio quadrático (EMQ) [11].   

Os dados dos pacientes utilizados nas fases de treinamento e de teste foram cadastrados de acordo com o questionário modificado de Rastreamento Neurológico para Epilepsia - QRN-E [12]. Por meio do QRN-E foram determinadas as variáveis que deveriam integrar o sistema de coleta de dados. Após a fase de entrevistas, os dados dos pacientes foram analisados e, os pacientes com informações inexistentes foram excluídos das fases de treinamento e/ou teste do SND.

Esta pesquisa foi aprovada pelo Comitê de Ética da Universidade de Passo Fundo, analisada de acordo com a Resolução CNS 196/96 da CONEP, em 21/01/2004, processo nº. 223/2003.

Implementação do SND 
Na implementação dos SNDs, foi adotada a Classificação Clínica e Eletroencefalográfica das Crises Epilépticas – ILAE/1981, pois a pesquisa envolve o diagnóstico diferencial de crises epilépticas [13].

Foram selecionadas, em conjunto com o médico neurologista, quatorze sinais e sintomas apresentados pelos pacientes para integrar a entrada do SND.

As características que acometem os ENEs são [14, 15]:
(a) quadros clássicos de conversão, incluindo espasmos da faringe, perturbações digestivas, contraturas, dores no corpo e paralisia; 
(b) distúrbios de sensibilidade (anestesia) e da atividade sensorial;
(c) fatores emocionais; 
(d) transtornos, incluindo pânico, comportamental, fugas, conversivo, despersonalização, dissociativo, somatização, hipocondria e simulação; (e) síncopes; e 
(f) distúrbios, incluindo sono, movimentos arrítmicos, endócrinos e crise febril. 
As características que acometem os EEs foram classificadas em [12, 13].
(a) sinais e sintomas parciais; 
(b) se o paciente desmaio viu alguma coisa;
(c) se o paciente desmaiou e ouviu algo; 
(d) durante o desmaio mordeu a língua;
(e) durante o desmaio machucou-se; 
(f) tempo de duração da crise; 
(g) eventos pós-críticos, incluindo confusão mental, sonolência, paralisias, vômito e dor no corpo; 
(h) sinais e sintomas generalizados, incluindo sinais e sintomas tônicos, clônicos, tônico-clônicos, ausência, mioclônicos, atônicos. 

Algoritmos de aprendizado dos SNDs

O processo de aprendizado dos SNDs consiste em atualizar os pesos sinápticos através da investigação de três modelos de neurônios difusos: Hirota-Pedrycz [16]; Kwan-Cai [17], por meio das operações aritméticas difusas Soma/Produto de Einstein OU(E), Soma/Produto Algébrico OU(E), Soma/Produto de Hamacher OU(E), e proposto por Nauck-Kruse com as operações aritméticas difusas padrões max/min utilizando o algoritmo NEFCLASS [9, 10].

Na implementação dos SNDs, utiliza-se uma rede neural artificial (RNA) com quatorze unidades de entrada, correspondendo aos sintomas apresentados pelos pacientes; uma camada escondida contendo cento e quarenta e nove neurônios, representando as regras difusas, e uma camada de saída representando um evento epiléptico ou um evento não epiléptico.

Na fase de treinamento, são utilizados: (a) valor e peso do termo bias: 1 e 0,1, respectivamente; (b) taxa de aprendizado de 0,01; (c) termo momento de 0,85; (d) pesos sinápticos aleatórios no intervalo [-0,5 até +0,5]
.

A análise estatística inclui a validação interna da base de conhecimento e a avaliação de desempenho, aplicados na fase de teste do SND. Na validação interna, foram utilizadas as medidas de sensibilidade, especificidade, valor preditivo positivo e valor preditivo negativo [18]. 

Na avaliação do desempenho, optou-se pelo teste de hipótese, com um nível de significância (() de 0,05. Para implementar as operações aritméticas difusas padrões max/min, não foi utilizado o método do gradiente descendente, utilizou-se, apenas, a função sinal do gradiente [9].  

Na implementação das operações aritméticas difusas Soma/Produto Algébrico OU(E), Soma/Produto de Hamacher OU(E) e Soma/Produto de Einstein OU(E), foi aplicada a função logística numa etapa anterior à etapa de derivação [19].

Os algoritmos de aprendizado foram implementados de acordo com as seguintes camadas.

Camada 1 (Camada de Entrada):
Cada nó na Camada 1 representa uma variável lingüística de entrada da rede. É a responsável pela definição dos comandos lingüísticos de entrada, através do seu respectivo universo de discurso, de acordo com a Equação 1.
	ua(t) = [u1(t),...,  un(t)]                    
	(1)




onde,

ua (t) representa o valor de entrada no tempo(t). 
Camada 2 (Camada referente ao Grau de Pertinência):
Cada nó na Camada 2 representa o grau de pertinência a partir de uma variável lingüística de entrada, de acordo com os seus respectivos conjuntos difusos. O valor de saída encontra-se no intervalo [0,1], como mostra a Equação 2.
	xa(t) = [x1(t),...,  xn(t)] ( [0,1]                    
	(2)




onde,

xa (t) representa o valor de entrada fuzzyficado no tempo(t). 
Camada 3 (Neurônio Difuso E):
Cada nó na Camada 3 representa a parte SE das regras difusas. A parte SE do antecedente da regra é composta pela união das variáveis lingüísticas de entrada, cada uma associada a um valor lingüístico com seu respectivo grau de pertinência. 

Os neurônios da terceira camada estão conectados aos neurônios da quarta camada. O número de neurônios que integram a camada intermediária é de 149, representando as regras difusas.
Nesta camada foram implementadas as operações aritméticas difusas produto algébrico, produto de Einstein e a operação min.

Camada 4 (Neurônio Difuso OU):
Cada nó na Camada 4 representa a parte ENTÃO das regras difusas. Esta operação é utilizada para integrar as regras difusas que possuem o mesmo conseqüente.
Nesta camada foram implementadas as operações aritméticas difusas soma algébrica, soma de Einstein e a operação max.

Nesta camada os valores fuzzyficados que chegam da camada anterior servem de entrada para a próxima camada.
Camada 5 (Camada de Saída)

Esta camada representa a saída do SND, apresentando a possibilidade de ocorrência de um EE ou ENE.

Resultados

A fase de avaliação de desempenho iniciou com a aplicação do teste de hipótese, aplicado aos algoritmos de aprendizado que obtiveram melhores percentuais de acertos na fase de treinamento: algoritmo NEFCLASS (max/min) e neurônios difusos propostos por Hirota-Pedrycz e Kwan-Cai (Soma/Produto Algébrico OU(E); Soma/Produto de Hamacher OU(E) e Soma/Produto de Einstein OU(E)). 

Ao comparar os algoritmos implementados, observou-se que as operações aritméticas difusas Soma/Produto Algébrico OU(E), utilizando os neurônios difusos Hirota-Pedrycz e Kwan-Cai, apresentaram resultados de classificação piores do que os obtidos com o algoritmo NEFCLASS, com um p_valor de 0,0001. 

Os resultados obtidos com as operações aritméticas difusas Soma/Produto de Einstein OU(E), com o neurônio difuso Hirota-Pedrycz, foram semelhantes ao algoritmo NEFCLASS (p_valor > α), ou seja, p_valor de 0,2961. As operações aritméticas difusas Soma/Produto de Einstein OU(E,), por meio do neurônio difuso Kwan-Cai, apresentam a tendência de serem estatisticamente melhores do que o algoritmo NEFCLASS (p_valor ≅ α ), ou seja, p_valor de 0,0646.

Os melhores percentuais de acertos citam os algoritmos Kwan-Cai (90,16%), Hirota-Pedrycz (86,06%) e o NEFCLASS (83,60%), respectivamente.

A próxima etapa consiste na validação interna da base de conhecimentos, utilizando as medidas de sensibilidade, especificidade, valor preditivo positivo e valor preditivo negativo. 

Foram considerados os 122 casos da base de teste - os valores obtidos nesta fase, a partir dos percentuais de acertos das variáveis sensibilidade e valor preditivo positivo, são apresentados na Tabela 1. 

Tabela 1 - Validação interna – sensibilidade e valor preditivo positivo
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Como se observa, a partir da Tabela 1, a melhor sensibilidade do sistema foi obtida com o algoritmo NEFCLASS, utilizando as operações aritméticas difusas padrões max/min, ou seja, a capacidade do sistema de detectar casos positivos da hipótese diagnóstica foi de 84,90%. Em relação ao valor preditivo positivo, os melhores valores contemplaram as operações aritméticas difusas Soma/Produto de Einstein OU(E), utilizando os neurônios difusos propostos por Kwan-Cai e Hirota-Pedrycz, respectivamente.

Ao comparar os algoritmos implementados, aplicando o teste de hipóteses para proporções, 
observou-se que, utilizando o neurônio difuso proposto por Hirota-Pedrycz, por meio das operações aritméticas Soma/Produto de Einstein OU(E), os resultados de sensibilidade são piores 
do que os obtidos no algoritmo NEFCLASS (p_valor > α); note-se que, no neurônio difuso proposto por Kwan-Cai, a sensibilidade foi semelhante ao algoritmo NEFCLASS, por meio das operações aritméticas difusas padrões max/min (p_valor > α). Os resultados de valor preditivo positivo, utilizando os neurônios difusos propostos por Kwan-Cai e Hirota-Pedrycz, apresentaram-se estatisticamente melhores que o NEFCLASS, que utilizou as operações aritméticas difusas padrões max/min (p_valor < α), respectivamente.

Os valores dos percentuais de acertos obtidos após a validação interna da base de conhecimentos, em relação à especificidade e ao valor positivo negativo, são mostrados na Tabela 2.

Tabela 2 - Validação interna – especificidade e valor preditivo negativo
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De acordo com a Tabela 2, após a aplicação do teste de hipóteses para proporções, ao comparar os algoritmos de aprendizado, observou-se que os neurônios difusos propostos por Kwan-Cai e Hirota-Pedrycz são estatisticamente melhores em especificidade do que o NEFCLASS (p_valor < α), respectivamente; note-se que o valor preditivo negativo obtido com os neurônios difusos propostos por Kwan-Cai e Hirota-Pedrycz apresentou resultados semelhantes ao NEFCLASS (p_valor > α).
Em relação à especificidade, isto é, à capacidade do sistema de detectar casos negativos da hipótese diagnóstica, o neurônio difuso proposto por Kwan-Cai obteve o melhor resultado (95,65%) em relação aos 91,30% obtidos com o neurônio difuso proposto por Hirota-Pedrycz, ambos com as operações aritméticas difusas Soma/Produto de Einstein OU(E). As operações aritméticas difusas padrões max/min, implementadas com o algoritmo NEFCLASS, obtiveram 82,60% de especificidade.

Quanto ao valor preditivo negativo, ou seja, os pacientes não pertencerem à hipótese diagnóstica quando o resultado for negativo, os três algoritmos de aprendizado apresentaram resultados semelhantes (p_valor > α).

Discussão e Conclusões
Resultados relacionados com os algoritmos implementados foram confrontados com resultados encontrados na literatura. Os resultados utilizando as operações aritméticas difusas padrões max/min, por meio do algoritmo NEFCLASS, comprovam uma similaridade, mostrando percentuais de acertos compatíveis com a literatura. Os autores Conde et al. investigaram dois sistemas neuro-difusos: (1) câncer de mama e (2) diabetes mellitus, os quais apresentaram um percentual de acertos de 98,28% e 76,72%, respectivamente [20]. Serhatlioglu et al. investigaram diabetes mellitus em artérias oftálmicas (direita e esquerda) e nas artérias carótidas, obtendo percentuais de acertos de 85,0%, 87,5% e 85,0%, respectivamente [21]. Nauck e Kruse exploraram um sistema para diagnosticar câncer de mama, apresentando um percentual de acertos de 96,5% [10]. Quanto aos percentuais de sensibilidade e especificidade, relacionados com um sistema neuro-difuso para diagnosticar glaucomas visuais, foram encontrados na literatura percentuais de acertos de 96,0% e 93,4% [22]. Em um sistema de classificação de imagens de Doppler foram encontrados os percentuais de 88,88% de classificações corretas [23].

Constatou-se, portanto, que os algoritmos híbridos de aprendizado utilizando as operações aritméticas difusas padrões max/min, implementadas com o algoritmo NEFCLASS, juntamente com as operações aritméticas difusas Soma/Produto de Einstein OU(E), implementadas  com o neurônio difuso Kwan-Cai, são melhores no diagnóstico de EEs; os neurônios difusos Kwan-Cai e Hirota-Pedrycz são melhores na classificação de ENEs.

Considerando a avaliação geral, os melhores percentuais de acertos foram obtidos com: (1) Kwan-Cai e (2) Hirota-Pedrycz, ambos com as operações aritméticas difusas Soma/Produto de Einstein OU(E) e (3) algoritmo NEFCLAS, por meio das operações aritméticas difusas padrões max/min. Com base, ainda, na análise de sensibilidade e especificidade, conclui-se que as operações aritméticas difusas Soma/Produto de Einstein OU(E), implementadas com o neurônio difuso Kwan-Cai, obtiveram um diagnóstico mais preciso.

Dessa forma, sugere-se: 
(1) que o algoritmo NEFCLASS, utilizando as operações aritméticas difusas padrões max/min e o modelo MLP, implementados com o neurônio Kwan-Cai, seja utilizado em paralelo no diagnóstico complementar de eventos epilépticos;
(2) que o modelo MLP, utilizando as operações aritméticas difusas Soma/Produto de Einstein OU(E), implementadas com os neurônios difusos Kwan-Cai e Hirota-Pedrycz, seja utilizado em paralelo no auxílio ao diagnóstico complementar dos eventos não epilépticos.

Como trabalhos futuros envolvendo algoritmos de aprendizado, sugere-se avaliar o desempenho de outras operações aritméticas difusas, incluindo Lukasiewicz, Kleene-Dines e a operação Yager. 
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